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1. Einleitung

Die vorliegende Arbeit ist eine schriftliche und auf den geforderten Umfang ausgearbeitete Fassung eines Vortrags zum Thema „Vektororientierte Daten“ im Seminar „Korpuslinguistik für und mit Computerlinguistik“, den ich am 14.4.03 gehalten habe. Der erste Teil des Seminars sollte eine praxisorientierte Einführung darstellen, und Werkzeuge bereitstellen.

Es wird ein Verfahren, genannt LSI mit SVD, motiviert und beschrieben, welches zu einer sehr speziellen Vektordarstellung von Dokumenten und insbesondere Anfragen führt.

Die Arbeit gründet sich auf dem Artikel Indexing by Latent Semantic Analysis von Scott Deerwester und anderen, der 1990 im Journal of the American Society of Information Science erschien. Darin wird eine neue Methode für automatisches Indexieren und Retrieval beschrieben, dass vor allem die durch Synonyme verursachten schlechten Recall-Werte des Retrievals zu verbessern versucht.

Wie schon aus dem Titel von Deerwesters Artikel hervorgeht, gründet sich der Ansatz zu dieser Methode auf der Annahme, dass die in den Dokumenten verwendeten Terme eine „semantische Struktur“ höherer Ordnung besitzen. Grob gesagt, gibt es Abhängigkeiten und Korrelationen zwischen den Indextermen. Durch Ausnutzen dieser Struktur beim Indexieren kann das Auffinden relevanter Dokumente mittels Suchtermen verbessert werden.

Das konkrete Verfahren zu diesem „Latent Semantic indexing“ (LSI) ist die sogenannte „Singular Value Decomposition“ (SVD), zu deutsch Singulärwertzerlegung. Dieses mathema​tische Verfahren ermöglicht es, eine Matrix (in unserem Fall die Term-Dokument-Matrix) als Produkt kleinerer Matrizen angenähert darzustellen, und so den Rechenaufwand zu verkleinern. Dies ist dadurch möglich, dass das Verfahren eine Anzahl sogenannter Singulär​werte für die Matrix liefert, und die vergleichsweise kleinen Singulärwerte vernachlässigt werden können.

Die Hoffnung bei der Anwendung von SVD für LSI ist nun, dass die grossen Singulärwerte, die dann übrigbleiben, die zugrundeliegende semantische Struktur genauer wiedergeben.

Von der benötigten Mathematik wird hier nichts bewiesen, weil dies keinen Sinn machen würde. Vielmehr wird von der verwendeten Methode soviel erklärt, wie nötig ist, um zu verstehen, warum dieses Verfahren eine Verbesserung bringen könnte.

2. Motivation der Methode: Probleme der Indexierung beim Information Retrieval

Beim Information Retrieval (IR) werden einem Dokument Indexterme zugewiesen. Indexierung bedeutet also, den Inhalt eines Dokuments auf eine Menge relevanter Begriffe abzubilden. Eine Anfrage andererseits besteht aus Suchtermen, und ein Zugriff erfolgt, wenn die Suchterme in den Indextermen enthalten sind.

In der einfachsten Form wird eine Liste der für die Indexierung vorgesehenen Terme betrachtet (in der üblicherweise Terme, die in jedem Dokument vorkommen, weggelassen werden: sog. Stop-Listen) und für jedes Dokument ein Vektor, d.h. eine geordnete Liste von Zahlen erstellt, wobei jede Zahl für einen der Indexterme angibt, wie häufig er in diesem Dokument vorkommt.

Nur am Rande soll eine erste Verbesserungen in dieser Darstellung für ein Dokument erwähnt werden: Das TFIDK.  Die Abkürzung steht für „Term frequency inverse document frequency“, bei dem nicht die reine Termhäufigkeit im Dokument eingetragen wird, sondern die Häufigkeit des Terms in dem Dokument („Term frequency“) geteilt durch („inverse“) die Anzahl der Dokumente, welche den Term überhaupt enthalten („Document frequency“). Damit wird dem Umstand Rechnung getragen, dass Terme, die in sehr vielen der betrachteten Dokumente vorkommen, nicht so stark für das Retrieval gewichtet werden sollten wie andere, seltenere Terme.

Die Vektordarstellung, auf welche die Methode des LSI mit SVD führt, welche im Kapitel 4 beschrieben wird, unterscheidet sich grundsätzlich von solchen Term-Häufigkeits-Vektoren, denn die Einträge des Vektors gewichten nicht Indexterme, sondern aus der Term-Dokument-Matrix gewonnene, künstliche „semantische Konzepte“, welche im Gegensatz zu den meisten Indextermen wirklich unabhängige Faktoren darstellen.

2.1. 
Das Problem: Polysemie, Synonymie und Redundanz machen die Anfrage

unzuverlässig

Beim klassischen Dokumentenretrieval mit Suchtermen und Indextermen müssen die verwendeten Begriffe in dem Masse übereinstimmen, wie sie miteinander verglichen werden, und dies geschieht meist Buchstabenweise, allenfalls nach einer Stemmatisierung u.ä.

Eins der Hauptprobleme für das IR ist jedoch die Tatsache, dass ein Wort verschiedene Typen von Objekten bezeichnen kann (Polysemie), sowie umgekehrt ein Objekt durch verschiedene Worte bezeichnet werden kann (Synonymie).

Meist sind nun die Personen, welche die Indexierung vornehmen, nicht dieselben Personen, welche die Anfragen formulieren, und benutzen daher oft nicht dieselben Terme, vor allem, wenn sich ihr Vorwissen und der Kontext, aus dem sie stammen, unterscheiden.

Ebenso werden meist nicht alle im Dokument verwendeten Terme zur Indexierung benutzt, weil wir sonst einerseits eine viel zu grosse Term-Dokument-Matrix erhalten würden, andererseits das Problem der Polysemie dadurch stärker ins Gewicht fällt.

Es sei an dieser Stelle bemerkt, dass die Methode des LSI mit SVD genau hier den Hebel ansetzt: Wir verwenden viele Terme zur Indexierung. Denn eine sehr grosse Matrix kann durch die SVD dennoch vernünftig gehandhabt werden, und es braucht viele Terme, um die semantische Struktur ausnutzen zu können und die Synonymie in den Griff zu bekommen.

Am Rande sei noch ein drittes Problem des IR erwähnt, welches jedoch erst bei der Bewertung von Treffern ins Spiel kommt: Die Redundanz. Üblicherweise wird ein Dokument als umso relevanter für eine Anfrage gezählt, je mehr der Suchterme in den Indextermen enthalten sind. Dabei werden redundante Terme jedoch gleich stark gewichtet wie unabhängige Terme. Auch dieses Problem will das hier vorgestellte Verfahren angehen: Die Suchterme werden vollständig durch unabhängige, künstliche Terme ersetzt. Geometrisch gesprochen werden „Durchschnitte“ von Termen verwendet, und Terme, die ähnliche Bedeutung haben, fallen weniger stark ins Gewicht, als solche mit stark unterschiedlicher Bedeutung.

2.2. 
Einfluss der Synonymie und Polysemie auf die Retrievalkennwerte

Recall und Precision

Polysemie führt dazu, dass Dokumente Terme der Anfrage enthalten, jedoch mit anderer Bedeutung, so dass sie für die Anfrage gar nicht relevant sind. Somit erniedrigt sie die Precision. Synonymie führt dazu, dass Dokumente, die für die Anfrage relevant wären, nicht die Terme der Anfrage verwenden und somit nicht zurückgegeben werden. Sie erniedrigt den Recall.

2.3. Ansätze zur automatischen Behandlung der Unzuverlässigkeit der Anfrage

Die reine Übereinstimmung von Suchtermen und Indextermen ist daher ein unzuverlässiges Kriterium für die Relevanz eines Dokuments für die Anfrage. Eine Verbesserung des Antwortverhaltens müsste auf konzeptueller Basis, dh. auf Bedeutungsebene geschehen.

Gemäss dem Thema des Seminars, soll dies nun Sprachdatenbasiert und automatisch, d.h. ohne jegliche menschliche Beurteilung der Semantik von Indizierungstermen geschehen.
Das Problem der Polysemie kann nur schwer automatisch angegangen werden. Die Anfrage müsste um Terme erweitert werden, welche die Bedeutung des polysemen Terms einschränken.

Ansätze zur automatischen Behandlung der Synonymie finden sich z.B. in Synonymlisten, welche eine Anfrage automatisch um Terme erweitern, um vielleicht noch weitere relevante Dokumente zu finden. In beiden Fällen führen aber die zusätzlichen Terme selbst wieder zu weiteren unrelevanten Dokumenten, sozusagen in einen Teufelskreis.

3. Anforderungen an eine Lösung und Beschreibung der Lösungsstrategie

Deerwester formuliert in seinem Artikel drei Anforderungen an eine Lösung der oben genannten Probleme. Von verschiedenen möglichen Ansätzen erfüllt nur das LSI mittels SVD alle drei Punkte. Ich möchte im Folgenden die drei Anforderungen formulieren und zu jeder kurz beschreiben, wieso Deerwester sie für nötig hält, und auf welche Weise seine vorgestellte Methode sie erfüllt. Dazu greife ich ein wenig auf das Kapitel 4 vor, denn die verwendeten Begriffe werden teilweise erst dort vorgestellt.

1) Die Darstellungsmächtigkeit sollte angepasst werden können.

Das Hauptproblem, wie es im Kapitel 2 ausformuliert wurde, lässt sich in einem Wort als Unzuverlässigkeit der Daten zusammenfassen. Diese Unzuverlässigkeit ist aber bei jeder gegebenen Dokumentenbasis verschieden, und wir können von vornherein nichts über den Grad der Unzuverlässigkeit aussagen. Daher sollte eine Methode in irgendeiner Weise an das Problem angepasst werden können.

Bei LSI mit SVD ist es die Wahl von k (siehe Abschnitt 4.2)

2) Terme und Dokumente sollten zugleich dargestellt werden können.

Eine Anfrage wird als Pseudodokument, bestehend aus den Suchtermen angesehen. Um mittels dieser Terme zu den relevanten Dokumenten gelangen zu können, müssen die Terme in derselben Struktur liegen, wie die Dokumente. Dann können auch neue Dokumente leichter nachträglich hinzugefügt werden.

Es ist die mittlere, quadratische Matrix bei der SVD, die es ermöglicht, dass Terme und Dokumente bezüglich derselben Basis im gleichen semantischen Raum abgebildet werden können (siehe Abschnitt 4.1)

3) Vernünftiger Rechenaufwand auch bei grossen Datenmengen

Da der semantische Raum nur mit sinnvoller Näherung dargestellt werden kann, wenn genügend Dimensionen modelliert werden, und  wie im Abschnitt 2.1. erwähnt, die Verwendung vieler Terme pro Dokument zur Lösung der Hauptprobleme des IR nötig sind, muss eine brauchbare Methode mit grossen Term-Dokument-Matrizen umgehen können.

Es ist genau der Hauptzweck der SVD, eine grosse Matrix so anzunähern, dass der Rechenaufwand in einem vernünftigen Rahmen bleibt.

Wie sieht nun die Strategie von LSI mit SVD aus?

Die Methode geht von der Hypothese aus, dass den Daten eine verborgene semantische Struktur zugrunde liegt, welche teilweise verborgen ist durch die Zufälligkeit der Wortwahl beim Retrieval, d.h. wir können von einem Term nicht mit Sicherheit auf die relevanten Dokumente schliessen. Für das Indizieren der Dokumente und das Retrieval wird bei LSI eine Beschreibung der Terme und Dokumente aufgrund dieser verborgenen semantischen Struktur verwendet.

Ausgegangen wird von einer genügend grossen Term-Dokument-Matrix. Wenn die Verwendung der Terme völlig unabhängig wäre, könnten wir aus diesen Daten keine Aussagen über die „wirklich“ relevanten Dokumente für gewisse Suchterme gewinnen. Jedoch gibt es sehr viele Zusammenhänge zwischen der Verwendung verschiedener Terme, sei es etwa, dass ein Term immer nur verwendet wird, wo auch ein anderer Term verwendet wird, oder sie sonst wie „ähnlich verwendet“ werden.

Aus einer grossen Term-Dokument-Matrix wird ein „semantischer Raum“ konstruiert, in welchem Terme und Dokumente, die stark miteinander zu tun haben, auch nahe beieinander liegen. Mit „semantisch“ ist hier gemeint, dass ein Term auf das Dokument selbst bzw. auf den Inhalt des Dokuments (wovon es handelt) Bezug nimmt, und das semantische Indizieren bedeutet, dem Dokument einen Punkt in diesem Raum zuzuordnen. 

Dies geschieht konkret mittels SVD, einer mathematischen Methode, welche automatisch durchgeführt werden kann. Das spezielle an SVD ist, dass die Methode auf einen Raum führt, der die grossräumigen assoziativen Muster in den Daten wiedergibt, aber die kleinen, weniger wichtigen Einflüsse ignoriert. Zum Beispiel können Terme, die gar nicht im Dokument vorkommen, nahe bei diesem Dokument landen, wenn dies dem zugrundeliegenden semantischen Muster der Daten entspricht. Mit anderen Worten, ein Dokument kann für einen Term, den es gar nicht enthält, als relevant erkannt werden, wenn z.B. viele mit dem Term assoziierten Terme vorkommen.

Die Strategie funktioniert besonders gut für Synonymie, und erhöht somit den Recall. Bei Polysemie ist sie nicht so erfolgreich. Dies kann man gut einsehen, wenn man sich vorstellt, wie der polyseme Term im semantischen Raum platziert werden muss: Seinen verschiedenen Bedeutungen sollen ja auch verschiedene Punkte im Raum entsprechen. Der Term selbst erhält aber nur einen Punkt, und der muss irgendwo zwischen diesen Punkten platziert werden. Wenn die verschiedenen Bedeutungen weit auseinanderliegen, wird der polyseme Term entsprechend schlecht platziert, weil er nicht gleichzeitig in der Nähe aller dieser Punkte liegen kann.

4. Beschreibung der Methode CSI mit SVD

Ausgangspunkt der Methode ist die Menge der klassisch gebildeten Vektoren für jedes Dokument, d.h. jeder Eintrag bezeichnet einfach die jeweilige Häufigkeit des entsprechenden Terms in diesem Dokument. Stellen wir diese Vektoren nebeneinander, erhalten wir ein rechteckiges Schema von Zahlen, genannt Matrix. Dabei stehen in den Zeilen die Terme, in den Spalten die Dokumente:

Dokumente

	
	D1
	D2
	D3
	…
	Di
	…
	Dd-1
	Dd

	T1
	
	
	
	
	
	
	
	

	
[image: image1.wmf]M


	
	
	
	
	
	
	
	

	Tj
	
	
	
	
	hij
	
	
	

	
[image: image2.wmf]M


	
	
	
	
	
	
	
	

	Tt
	
	
	
	
	
	
	
	


          Terme

hij: Häufigkeit des Terms Tj im Dokument Di
Da wir wie weiter oben motiviert, eher viele der in den Dokumenten verwendeten Terme miteinbeziehen, wird die entstehende Term-Dokument-Matrix eher gross ausfallen. 

Bezeichnen wir die Anzahl der Terme mit t und die Anzahl der Dokumente mit d, so handelt es sich um d Vektoren der Länge t. Wären die Terme im geometrischen Sinn unabhängig, so hätten wir einen t-Dimensionalen Raum, in welchem die t Dimensionen jeweils einen der Terme darstellen würde. Wie wir oben gesehen haben, glauben wir aber eher, dass sie es nicht sind.

Der erste Vorteil der Singulärwertzerlegung ist nun, dass sie eine Menge von künstlichen Indextermen liefert, welche sicher unabhängig voneinander sind. Diese Zahl wird im allgemeinen kleiner sein als t, nennen wir sie m. Wir erhalten damit einen semantischen Raum der Dimension m, indem wir unsere Terme und Dokumente als Punkte darstellen können.

4.1. Singulärwertzerlegung (Singular Value Decomposition, SVD)

Jede Matrix X lässt sich als Produkt von drei Matrizen T, S, D schreiben, wobei S eine Diagonalmatrix ist (alle Werte ausserhalb der Diagonalen sind 0), und die Zeilen von T sowie die Spalten von D sind alle unabhängig, stehen nämlich senkrecht aufeinander.
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Diese Darstellung heisst Singulärwertzerlegung der Matrix X. Ihre Existenz soll hier nicht bewiesen werden.

Da beim Multiplizieren von Matrizen Produkte der Einträge addiert werden, und die Reihenfolge bei der Addition egal ist, können Zeilen und Spalten der Matrix S vertauscht werden, solange auch die entsprechenden Spalten von T oder Zeilen von D auf dieselbe Weise vertauscht werden (solange also wieder dieselben Einträge miteinander multipliziert werden.)

Dadurch kann erreicht werden, dass die Werte auf der Diagonalen von S, welche Singulärwerte heissen, absteigend geordnet sind.

Was bringt uns diese Zerlegung? Nachdem die Singulärwerte absteigend geordnet wurden, befinden sich am unteren Ende der Diagonale vergleichsweise kleine Faktoren, welche vernachlässigt werden können. Wir wollen die Anzahl der Faktoren, welche wir für genügend gross und damit wichtig halten, k nennen, und alle andern ausser die ersten k Null setzen. 

Diese Wahl von k ist völlig willkürlich und wird im nächsten Abschnitt diskutiert!

Wir erhalten so eine Näherung X’ für die Matrix X, welche sich als Produkt von kleineren Matrizen D’, S’ und T’ darstellen lässt. Denn die hinteren m-k Zeilen und die unteren m-k Spalten der Matrix S sind vollständig mit Nullen besetzt und können somit weggelassen werden, es entsteht S’. Ebenso können die hinteren m-k Spalten der Matrix T sowie die unteren m-k Zeilen der Matrix D gestrichen werden, da sie mit lauter Nullen multipliziert werden und somit nichts zum Resultat X’ beitragen. Es entstehen die kleineren Matrizen D’ bzw. T’.

An der Grösse der resultierenden Produktmatrix X’ hat sich hingegen nichts geändert, denn T’ enthält nach wie vor t Zeilen (d.h. weiterhin alle Terme) und D’ nach wie vor d Spalten (d.h. weiterhin alle Dokumente). Es gibt lediglich weniger zu Rechnen, wenn wir X durch X’ annähern. 

Betrachten wir indessen die Zeilen der Matrix T’ bzw. die Spalten der Matrix D’, so haben sie nur noch die Länge k, können also in einem Raum mit viel kleinerer Dimension k (<m) dargestellt werden!

Leider muss bei diesem Ersetzen der Term-Dokument-Matrix X durch eine Näherung X’ auch beachtet werden, dass das Retrieval nicht mehr auf dieselbe Weise durch Nachsehen der Einträge in X’ geschehen kann. Es müssen zusätzliche Regeln angegeben werden, wie das Retrieval nun zu geschehen hat, und die sind nicht ganz leicht zu verstehen. Trotzdem möchte ich kurz umreissen, wie dies von statten geht:

Kurz gesagt geht es darum, dass die gegenseitige Lage, genauer gesagt die Nähe von Punkten in dem semantischen Raum, welche Terme oder Dokumente darstellen können, direkt mit der Ähnlichkeit der Dokumente untereinander oder der Relevanz eines Terms für ein Dokument zu tun haben soll.

Als Mass für die Nähe gibt es zwei häufig verwendete Alternativen. Dazu ist zu beachten, dass von einem Punkt im Raum immer auch als Vektor, genauer gesagt seinem Ortsvektor, gesprochen werden kann, dazu werden die Koordinaten des Punktes einfach als Komponenten eines Vektors, der im Ursprung startet, angesehen. Dadurch ist es möglich, statt dem (euklidischen) Abstand zweier Punkte das Skalarprodukt der entsprechenden Vektoren zu betrachten, wie im folgenden kurz erklärt wird.

Der euklidische Abstand zweier Punkte ist definiert als die Länge des Vektors, welcher vom einen Punkt zum andern Punkt führt. Man bezeichnet die Formel für diesen Abstand oft als verallgemeinerten Pythagoras bezeichnet, weil für jede Dimension die Differenz der jeweiligen Koordinaten quadriert wird, und aus der Summe über alle Dimensionen die Wurzel gezogen wird:

Abstand des Punkts A(a1, ... an) vom Punkt B(b1, ... bn):  
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Im zweidimensionalen Fall, für n=2 entspricht dies der Hypotenuse eines Rechtwinkligen Dreiecks, im dreidimensionalen Fall  (n=3) der Raumdiagonale eines Quaders.

Das Skalarprodukt (auch inneres Produkt oder engl. Dot-Product) zweier Vektoren ist propor​tional zum Cosinus des Winkels zwischen den beiden Vektoren. Das Skalarprodukt wird meist vorgezogen, weil es sich viel einfacher berechnen lässt: die jeweiligen Koordinaten werden multipliziert und die Produkte für alle Dimensionen addiert (genau wie beim Multiplizieren von Matrizen). Es ist nur proportional zum Cosinus des Zwischenwinkels, weil man das Skalarprodukt noch durch das Produkt der Längen der beiden Vektoren teilen müsste.

Skalarprodukt der Vektoren  
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Cosinus des Zwischenwinkels:
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Was nun bei der Singulärwertzerlegung diese Distanzbestimmung etwas erschwert, ist der Umstand, dass wir, wenn wir als Basis für unseren k-dimensionalen semantischen Raum die k künstlichen Konzepte, welche gerade den Zeilen (die identisch sind mit den Spalten) der quadratischen Diagonal-Matrix S entsprechen, verwenden, alle Vektoren auf die Länge 1 normiert haben. Um wahre Aussagen über Entfernungen dieser Punkte voneinander zu erhalten, müssen wir jeweils wieder mit den Singulärwerten aus S gewichten und somit die entsprechende Skalierung wieder rückgängig machen.

Das wichtigste Beispiel soll hier konkret angegeben werden. Eine Anfrage (A) wird als Pseudodokument im Raum platziert. Wo kommt sie zu liegen? Als neues Dokument würde sie ja eigentlich der Term-Dokument-Matrix X’ eine zusätzliche Spalte anfügen, wir nennen diese Spalte xA. Wir wissen, wie diese Spalte aussieht: Die Einträge sind einfach die Häufigkeiten der entsprechenden Terme. In der Zerlegung wäre es eine zusätzliche Spalte der Matrix D’, genannt dA, und diese suchen wir. Durch Umformen der Gleichung X’ = T’S’D’ ergibt sich:

dA = xAT’S’-1

(S’-1 bezeichnet die Inverse Matrix von S’)

Ähnlich sieht es beim Vergleich von Termen und Dokumenten untereinander aus oder bei der Bestimmung der Relevanz eines Terms für ein Dokument: Dokumente müssen durch Multiplikation von S, Terme von S-1 für den Vergleich untereinander gewichtet werden, und für Term-Dokument-Vergleiche beide mit S1/2 (wo jeweils die Wurzel aus den Singulärwerten gezogen wurde).

4.2. Dimensionsreduktion und die Wahl von k

Wie wir gesehen haben, kann der Grad der Dimensionsreduktion frei gewählt werden. Je kleiner wir k wählen, desto ungenauer wird zwar die Term-Dokument-Matrix angenähert, aber desto  kleiner sind die Matrizen und somit auch der Rechenaufwand.

Neben dieser rein technischen Motivation gilt es aber noch die Hypothese des zugrunde​liegenden semantischen Raumes und die Unzuverlässigkeit der Daten zu beachten: Wir wollen den Raum nämlich gar nicht exakt wiedergeben, sondern nur vernünftig. Es besteht nun nämlich die Hoffnung, dass die grossen Singulärwerte gerade die wichtigen und zuverlässigen Strukturen der Daten modellieren, und die kleinen Details eher Störungen wie z.B. Redundanz darstellen, die wir lieber loswerden wollen.

Andererseits können reale konzeptuelle Beziehungen komplexe Strukturen wie lokale Hierarchien und Interaktionen zwischen Bedeutungen enthalten, die eine gewisse Dimension benötigen, um sinnvoll angenähert werden zu können. Eine Dimension, die dafür zu klein ist, ist somit nicht wünschenswert, aber wird auch gar nicht angestrebt, da wir die semantische Struktur nicht interpretieren wollen, auch nicht geometrisch visualisieren, verstehen oder die neuen Konzepte verbalisieren.

Somit bestehen sowohl Gründe, den Wert von k eher gross, als auch, ihn eher klein zu wählen. Die Vor- und Nachteile jeder Wahl sind in der folgenden Tabelle zusammengefasst:

Wert von k:

niedrig



hoch

Vorteile :


schneller


exaktere Näherung

(Motivation)


nur Wichtiges
Nachteile:


zu ungenau für


langsamer

(wenn zu extrem)

komplexe Strukturen

störende Details

Im Gegensatz zu vielen Anwendungen der SVD, bei denen der Wert durch Optimieren der Rechengeschwindigkeit bei maximal tolerierbarer Ungenauigkeit ermittelt wird, ist für das LSI das alleinige Kriterium die resultierende Retrievaleffektivität!

Es gibt keine allgemeingültige Aussage über die richtige Wahl von k, der Wert muss für jede Datenbasis empirisch ermittelt werden. Dies war jedoch auch eine Anforderung an die Methode,

dass sie sich an die jeweils vorliegende Unzuverlässigkeit anpassen lässt, siehe Kapitel 3.

4.3. Darstellung der Anfrage als Vektor

Eine Anfrage wird als „Pseudo-Dokument“ im Schwerpunkt der gewichteten enthaltenen Terme als neuer Punkt im semantischen Raum platziert, ist also charakterisiert durch einen Vektor der Länge k von „Gewichten“, welche die Stärke der Assoziation mit jedem dieser zugrundeliegenden künstlichen Konzepten anzeigt. Die Dokumente in der Nähe werden zurückgegeben, wobei das oben beschriebene Cosinus-Mass verwendet wird.

5. Fazit

Ein Hauptproblem des IR ist die nicht eindeutige Term-Objekt-Relation wegen Synonymie und Polysemie. Auf der andern Seite sind natürliche Indexterme, sobald sie eine vernünftige Anzahl erreichen, nicht unabhängig sondern in irgendeiner Form korreliert.

LSI durch SVD kann den Umgang mit Synonymie verbessern, indem es die unzuverlässigen individuelle Terme der Anfrage werden durch voneinander unabhängige, künstliche Konzepte ersetzt. Diese bilden eine Basis für einen „semantischen Raum“, welcher der Verwendung der Terme in den Dokumenten zugrunde liegt.

Die Dimension dieses Raumes kann nach Belieben verkleinert werden, und es besteht die Hoffnung, dass dadurch die wichtigen und zuverlässigen semantischen Strukturen stärker zutage treten.

Die Methode liefert ein Mass für die Ähnlichkeit von Dokumenten oder Termen untereinander sowie die Relevanz eines Terms für ein Dokument.

Der modellierte semantische Raum enthält Terme und Dokumente zugleich, sodass eine Anfrage als Pseudodokument im Schwerpunkt der Suchterme in diesem Raum platziert werden kann, und Dokumente in der Nähe dieses Punktes werden zurückgegeben.

Dadurch können auch Dokumente gefunden werden, welche die Suchterme gar nicht enthalten.

6. Abkürzungen

LSI (Latent Semantic Indexing)

Indexierung benutzt die zugrundeliegende

Semantische Struktur

SVD (Singular Value Decomposition)
Term-Dokument-Matrix wird als Produkt von speziellen, kleineren Matrizen angenähert dargestellt.

7. Literatur

“Indexing by Latent Semantic analysis”
 Deerwester 1990
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